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Giintimiizde, acil saghk servislerine yénelik talepler, salgin, deprem vb.
dogal afetler ile patlamalar gibi durumlarda olaganiistii artis
gostermektedir. S6z konusu talebin dogru bir sekilde tahmin edilmesi,
acil servislere basvuracak kisi sayisinin belirlenmesi ve ilgili kaynak
planlamalarinin etkin sekilde gerceklestirilmesini saglayacagindan
olaganiistii durumlar igin kriz yénetim siirecinde kolaylik
saglayacaktir. Bu ¢alismada, bir acil servise basvuru sayisinin tahmini
amaglanmaktadir. Ele alinan, mevsimsel 6zelliklere sahip verilere
yénelik olarak, zaman serisi analizi yontemlerinden SARIMA, Holt-
Winters ve ayristirma; makine 6grenmesi yéntemlerinden rastgele agag
ve rastgele orman teknikleri kullamlmistir. Tahmin c¢alismasi igin
Ankara’ da yer alan bir hastanenin 396 giinliik “basvuran hasta sayist”
verisi kullanilmistir. Her bir yéntemdeki tahminler, yedi, on bes ve otuz
gtinliik olarak yapilmistir. Talep tahmini yéntemlerinden en bagsarili
yéntemin belirlenebilmesi icin korelasyon, diizeltilmis RKARE ve
ortalama mutlak ytizde hatasi degerlerinden faydalanilmistir. Yapilan
analizlerde SARIMA ydnteminin, acil servise yapilacak bagvuru
sayisinin  tahmin edilmesinde diger yéntemlere gore daha etkili
sonuclar verdigi gériilmiistiir. Ayrica, acil servislere yapilan
basvurularin stirekli degisen, dinamik bir yapiya sahip olmasinin bir
sonucu olarak, tahmin edilen giin sayisindaki degisimin tahmin
degerleri tizerinde énemli etkisi oldugu da anlasilmigtir.

Anahtar kelimeler: Talep tahmini, Acil servis, Zaman serisi analizi,
SARIMA, Holt-Winters, Makine 6grenmesi.

Abstract

Today, the demands for emergency health services show an
extraordinary increase in cases such as epidemics, earthquakes, natural
disasters, and explosions. The accurate estimation of the demand in
question will facilitate the crisis management process for extraordinary
situations, as it will enable the determination of the number of people
who will apply to the emergency services and the effective realization of
the relevant resource planning. In this study, it is aimed to estimate the
number of applications to an emergency department. For the seasonal
data, SARIMA, Holt-Winters and decomposition, which are among the
time series analysis methods; Random tree and random forest
techniques from machine learning methods are used. For this
forecasting study, 396-day "number of patients admitted” data of a
hospital located in Ankara is used. Forecasts in each method are
performed for seven, fifteen, and thirty days. Correlation corrected
square root and average absolute percentage error values are used to
determine the most successful one among demand forecasting methods.
In the analyzes made, it is observed that SARIMA method gives more
effective results than others in forecasting the number of applications
to the emergency department. In addition, because of the constantly
changing and dynamic nature of the applications made to the
emergency services, it is understood that the change in the forecasted
number of days has a significant effect on the resulting forecast values.

Keywords: Demand forecast, Emergency service, Time series
analysis, SARIMA, Holt-Winters, Machine learning.

1 Giris

Hastanelerde yer alan acil servisler, saglik sistemlerinin temel
yapisini  olusturmaktadir. Acil servisler, hastanelere
basvuruldugunda genellikle ilk gidilen yerler olmakla birlikte,
karar vericiler (hastane yoneticileri) agisindan planlamasi zor
sistemlerdir. Bu noktada en oOnemli etken, s6z konusu
sistemlerin dogas1 geregi siirekli degisen ve ani
dalgalanmalarin yasandig1 dinamik bir yapiya sahip olmasidir.
Bu asamada, karar vericilerin insan (doktorlar, hemsireler vb.)
ve malzeme (yataklar, kutular vb.) kaynak tahsisini optimize
etmesine yardimci olacak hasta akisini tahmin etmesi
gerekmektedir [1]. Bu nedenle acil servislere basvuru sayisinin
tahmin edilmesi, hastane ydnetim sisteminin isleyisini
etkileyecek dnemli bir problemdir.

*Yazisilan yazar/Corresponding author

Glinlimiizde insanlarin kitlesel olarak etkilendigi; sel, yangin,
deprem vb. dogal afetler ile salgin, kaza, zehirlenme gibi tibbi
miidahalenin  zorunlu oldugu durumlarda acil saghk
sistemlerine yo6nelik taleplerde ciddi artis gézlemlenmektedir
[2]. Bu tiir olaganiistii hallerde saglik hizmetlerinin etkin ve
kesintisiz siirdiirtilebilirligi agisindan, acil servis birimlerine
basvuran kisi sayisinin dogru tahmin edilmesi; erken
miidahale, kriz yonetimi ve acil servis kapasite planlamasi
acisindan hayati énem tasimaktadir. Ayrica, dogru tahmin
calismalarinin, hastanelerin iktisadi planlamalarina (kaynak
olusturma, malzeme temini, yilik bilan¢o, 6demeler vb.)
dogrudan bir etkisinin oldugu da bilinmektedir. Belirtilen
olaganiistii durumlar haricinde, acil servis yogunlugunu
belirleyen bir diger kriter ise mevsimsel farkliliklardir [2]. Bu
calismada, zaman serisi analizi ve makine 06grenmesi
yontemleri birlikte kullanarak mevsimsel déngiiye sahip veri

667


https://orcid.org/0000-0003-4265-2384
https://orcid.org/0000-0002-5226-2964

Pamukkale Univ Muh Bilim Derg, 29(7), 667-679, 2023
S. Ciftci, G.D. Batur Sir

setiyle bir acil servise basvuru tahmini

amaclanmaktadir.

sayisinin

Son yillarda hastalik tipine bagh olarak basvuru sayisinin
tahminine yonelik calismalar [3],[4], covid-19 salginina y6nelik
yapilan tahmin c¢alismalar1 [5],[6], malzeme ve ekipman
sayisinin tahmini [7], giinliik dolu yatak sayisinin tahmini [8],
[9] hastaneden taburcu edilecek hasta sayisinin tahmin
edilmesi [10] gibi saghk sistemlerine yonelik tahmin
calismalar1 bliyiik 6l¢lide artis gostermistir. Konunun daha
detayl bir sekilde analiz edilebilmesi amaciyla bu ¢alismada,
ilgili literatiir, kullanilan ¢6ziim yontemi, tahmin edilen toplam
slire, veri seti araligl, mevsimsellik etkisi ve degerlendirme
Olgiliti  acilarindan incelenerek analiz edilmistir. Analiz
sonuglar1 Tablo 1’de verilmistir.

Tablo 1 incelendiginde; zaman serisi analizi yontemleri [11],
[18] ve yapay zeka yontemleri [2], [21] siklikla kullanildig
goriilmektedir. Ancak bu yontemlerin veri seti tiplerine gore
tahmin performansi degiskenlik gostermektedir ve acil saghk
servislerine basvuracak hasta sayis1 probleminde kullanilacak
dogru tahmin modelinin belirlenmesi olduk¢a zordur. Bu
calismada, makine o6grenmesi yontemlerinin tahmin
calismalarinda, literatiirde siklikla kullanilmasi ve performans
Olciim degerlerinin yiiksek olmasi nedeniyle; trend ve
mevsimsel ozeliklere sahip veri tiplerinde kullanilan zaman
serisi analizi yontemlerinden SARIMA, Holt-winters ve
ayristirma yontemleri birlikte kullanilmistir. Zaman serisi
analizi ve makine 6grenmesi yontemlerinin birlikte kullanildig:
calisma, acil servislere yapilan basvuru sayisinin gergege en
yakin sekilde tahmin edilmesi agisindan faydahdir.

Tablo 1’deki ¢alismalar “tahmin periyodu” acisindan analiz
edildiginde, giinliik [17], aylik [12] ve yillik [11], [21] seklinde
degiskenlik gosterdigi goriilmiistiir. Saglik sistemlerinin yapisi
itibariyle tahmin yapilan siire icin en uygun degerlerin
belirlenmesi olduk¢a zordur. Bu nedenle bu ¢alismada tahmin
periyodu; giin, ay ve y1l olarak ayr1 ayr1 degerlendirilmistir.

Bir diger parametre olarak, yapilan ¢alismalar “veri seti aralig1”
acisindan degerlendirildiginde, aylik [12] ve yillik araliklar [21]
seklinde verilerin ele alindigr goriilmiistiir. Bu ¢alismada
iizerinde calisilan veri seti 01.31.2021- 31.03.2022 tarih
araligindan olusan 369 giinliik acil service bagvuran giinliik
hasta sayisidir.

Yapilan analizler 15181nda, literature genel olarak bakildiginda,
Tirkiye’ de yer alan bir hastanenin acil servisindeki salgin
dénemi bagvuru sayisi verisini kullanarak yapilan bu uygulama
calismasi, veri setinin trend ve mevsimsel 6zelliklere sahip
yapisi itibariyle kullanilacak yontem ve yontemlerde yer alan
parametrelerin uygun bir sekilde belirlenmesi agisindan zor bir
problemdir. Bu amagla bu ¢alisma:

v' Mevsimler etkileri g6z 6niinde bulundurarak,

mevsimsellik ozelliginin periyodik olarak
degerlendirilmesi,
v’ Zaman serisi analizi ve makine 6grenmesi

yontemlerini kullanarak karsilastirilmali bir analiz
gerceklestirilmesi,

v/ Zaman serisi analizleri yontemlerinden; SARIMA,
Holt-winters ve ayristirma yontemlerini birlikte
kullanilarak, yontemlerin kiyaslamali analiz edilmesi,

v/ Zaman serisi ve makine 6grenmesi yontemlerinde
tahmin edilen giin sayisin1 degisken olarak kullanarak
tahmin giiciiniin analiz edilmesi,

acilarindan literatiire katki saglamaktadir.

Calismanin devami su sekilde organize edilmistir: Boliim 2’ de
calisma kapsaminda kullanilan zaman serisi analizi ve makine
O0grenmesi yontemini iceren materyal ve yontem, Boliim 3’ te
calismanin zaman serisi analizi ve makine 6grenmesi
yontemleri kullanilarak acil servise yapilan giinlik hasta
sayisinin tahmin edilmesi uygulamasi, Béliim 4 ve Boliim 5’te
sonuglar ve tartisma verilerek ¢alisma sonlandirilmistir.

2 Materyal ve yontem
2.1 Zaman serisi analizi yontemleri

2.1.1 ARIMA modeli

Box ve Jenkins olarak da bilinen ARIMA modeli, gelecek tahmini
icin kullanilan istatistiksel yontemlerden biridir. Box-Jenkins
yontemi, tek degiskenli zaman serilerinin gelecegini tahmin
etmek icin kullanilir. Esit zaman araliklarinda elde edilen
gozlem degerlerinden olusan kesikli ve duragan zaman
serilerinin gelecek tahmin modellerinin olusturulmasinda
sistematik bir yaklasim gosterir.

Tablo 1. Acil servise basvuru sayisi i¢in literatiir arastirmasi.

Table 1. Literature search for the number of admissions to the emergency department.

Calismalar Coziim Tahmin Edilen Toplam Siiresi Veri Seti Mevsimsellik Degerlendirme Olgiitii
Yontemi Aralhig Etkisi
[11] SARIMA, YSA 1-7-14-21-20 giinluk 2005-2007 Vv MAPE
[12] Coklu Zaman Serisi 24 saatlik 2006 v MAE
[13] [statistiksel Analiz Ayhk 2009-2010 x Medyan- Ortalama
[14] Coklu Diizleme Yéntemi Ayhk 2005-2011 x RMAE
[15] Dogrusal Regresyon 2 Ayhk 2010 x R2- MAPE
[16] Lojistik Regresyon 30 glinliik 2005-2008 x Giiven Aralig1
[1] ARMA x 2013-2014 x MAE- RMAE- RMAP
[17] ARIMA- SARIMA 14 giin 76 giinliik Vv MAPE
[18] SARIMA 1 Yilik 2012-2013 v MAPE
[19] [statistiksel Analiz Yillik 2001-2009 x x
[20] Lojistik Regresyon- Sinir Ag1 Ayhk 2012 x MAPE
[21] Rassal Orman 4 Yilhik 2005-2019 x MAPE-MAD-MSE
[2] Derin Ogrenme 3-6-9-12-15-18-21 giinliik 2011-2012 x RKARE- MAE
[22] Veri Madenciligi Yillik 2014 x X2-F degeri
[23] [statistiksel Analiz Yillik 2006-2010 x X2 - Varyans Analizi
[24] Lojistik Regresyon 14 Glinlik 2020 x Giiven Aralig1
Bu ¢alisma Zaman serisi analiz yontemleri- 7-15-30 giinliik 2021-2022 v R- RKARE- MAPE

Makine Ogrenmesi

MAE: Ortalama mutlak hata. RMAE: Goreceli ortalama mutlak hata. RMAP: Goreceli ortalama mutlak performans. YSA: Yapay sinir aglari.
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Esit zaman araliklarinda elde edilen gozlem degerlerinden
olusan seriler, kesikli ve duragan olan Box-Jenkins yonteminin
onemli varsayimlaridir [25]. Aym1 zamanda zaman serisi
verilerini tahmin etmek i¢in ¢ok etkili bir aractir. ARIMA
yontemi, verileri analiz etmek icin AR (otoregresif) ve MA'y1
(hareketli ortalamalar) birlestirir. ARIMA modelleri duragan
zaman serileri i¢in kullanilmaktadir. Verilerin stabilizasyonu d
(Integrated- d) islemindeki fark alinarak yapilir. Otoregresyon
parametresinin derecesi p, fark derecesi parametresi d ve
hareketli ortalama parametresinin derecesi q ise bu modele
derece cinsinden Otoregresif Entegre Hareketli Ortalama
modeli denmektedir [26].

Bir ARIMA'nin genel ifadesi ARIMA (p, d, q) Denklem 1'deki
gibidir:

We = ®1Wt_1 + ®2Wt—2 + -+ ®pwt—p + ar — Blat_l (1)

- ezat_z - ant—q
Duragan bir seri elde etmek icin serilerin 1 derece farkinin
alinmasi sonucunda Denklem 2’ de verilen formiil elde edilir.
Bu islem ile verilerin d derece farki alinarak duragan bir veri
elde edilmektedir.

Vxe = wy =X — Xxpq (2)

\Y Fark operatorii
d Fark derecesi
{w;} = Farkliseriler

ARIMA modelinin gergeklestirilmesinde 6rnegin birinci derece
icin kullanilan formiil Denklem 3 ve 4’te gosterilmektedir [27].

Ve = Bo + Biye-1) + ue (3)
ut = @u(t_l) + gt (4)

Burada birinci derece otoregressif istatistiksel modelinde,
-1 ile 1 arasinda deger alan bilinmeyen otokorelasyon
parametresi, sifir ortalama ve sabit bir varyansa sahip bagimsiz
hata terimidir. Istatistiksel model yapis1 ARIMA zaman serisi
modeli olarak tanimlanmaktadir [27].

Daha genel ifade ile p’ inci dereceden ARIMA modelinin calisma
slirecini ifade eden formiil Denklem 5 ve Denklem 6'da
gosterilen istatistiksel model ile tanimlanmaktadir [27].

Ve =Po+B1yi-1) +F BpYi-p) + U (5)
Uy = (Du(t—l) + QzU(t_l)‘l‘ et wpu(t—p) + & (6)

2.1.2 SARIMA modeli

ARIMA modeline benzeyen ancak daha gii¢lii olan SARIMA
modeli genel olarak SARIMA (p, d, q) (P, D, Q)m olarak ifade
edilir. ARIMA modeli ile karsilastirildiginda, zaman serisinin
mevsimsel bileseninin 6zelligini agiklamak i¢in SARIMA
modeline dort yeni parametre eklenmistir. p, q ve d trend
bileseninin otoregresif diizeni, fark alma sirasi ve hareketli
ortalama sirasy; P, D ve Q mevsimsel bilesenin mertebeleridir.
Diger bir parametre olan m, tek bir mevsimsel ddnemin zaman
adimlarin1  gostermektedir. SARIMA modelinin ifadesi
Denklem 7’de verilmistir [28]:

By (B™)p(BYVPVxe = 0o(B™)0(B)w, (7)

Xt: Duragan olmayan zaman serisi, We: Gauss beyaz giiriltii
stirecidir, ®,(B™)ve 8,(B™) mevsimsel bilesenin otoregresif

ve hareketli ortalamasini temsil eder. VP ve V¢ mevsimsel
bilesen ve trend bileseninin farklilasan bilesenlerinin gosterir.
B geri kaydirma operatoridiir. ¢ (B) ve 6(B) trend bileseninin
otoregresif ve hareketli ortalama siireci polinomlarla temsil
edilmektedir.

2.1.3 Holt-Winters iistel diizleme yontemi

Winters [29]ve Holt [30] tarafindan gelistirilen Holt-Winters
modeli olarak da bilinen gl iistel yumusatma yontemi,
diizlestirilmis zaman serileri {retmek icin trend ve
mevsimsellik bilesenlerini yakalamak icin kullanighdir. Holt-
Winters modelinin toplamali ve ¢arpmali yontemler olmak
uizere iki cesidi bulunmaktadir. Mevsimsel degisimlerin kabaca
sabit oldugu durumlarda toplama ydntemi tercih edilirken,
mevsimsel degisimlerin serinin seviyesine orantili olarak
degistigi durumlarda ¢arpma yontemi tercih edilir [31].

Holt-Winters toplamsal modeli Denklem 8, 9, 10 ve 11
kullanilarak hesaplanir [31]:

trend =Ly = a(y; — S¢—s) + (1 —@)(Li—q1 + be—4 (8)
mevsimsel = b, = B(Ly — Le—1) + (1 — B)bs_q 9)
sevive = s, = y(Yy — L) + (1 — ¥)Si_s (10)
tahmin = Fy_,,, = Ly + bom + S¢_gom (11)

a, f ve y her biri [0,1] araliginda bulunan diizleme parametresi
olmak tizere;

a: ortalama diizeyi

[: egim parametresi

y: mevsimsellik parametresi

m: tahminin kaginci ileriki déneme ait oldugunu belirten deger

s: mevsimselligin uzunlugunu (1 yildaki aylarin ya da ¢eyrek
dénemlerin sayis1)

Y;: degiskenin t anindaki gézlem degeri

L;: Serinin t ddnemindeki genel seviyesi

bt: Trend bileseni

St: Mevsimsel bilesen

Fiim: mileri donem icin tahmin degerini gostermektedir.
Carpimsal Holt Winters Yontemi Denklem 12, 13, 14 ve 15
kullanilarak hesaplanir [32]:

Y

trend = L, = 3 a+ (1 —a)(Li—q + be—q) (12)
t-s
mevsimsel = b, = B(Ly — Le_1) + (1 — B)bs_q (13)
. 18
seviye = §; = YT + (1 —=y)St-s (14)
t
tahmin = Fy_p, = (L + bym)Si_som (15

2.1.4 Ayrnistirma yontemi

Ayristirma yodntemi; bir seriyi trend, mevsimsellik ve hata
bilesenlerinin bir kombinasyonu olarak modelleyen bir zaman
serisi analizi yontemidir. Toplamsal ve ¢arpimsal seklinde iki
farkl tlirdi bulunmaktadir. Toplamsal ve ¢arpimsal ayristirma
yontemi formiilleri Denklem 16 ve 17’ de verilmistir [33]:
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Ye = Wex )t Rixe e, (16)
Xe = Fe_ ) + Gixe_pe (17)

V¢, t zamanindaki gozlemi ve x; gézlemlenmeyen bilesenleri
ifade etmektedir.

W, R, F ve G durum vektdriiniin fonksiyonlaridir. &, ise hata
serisini ifade etmektedir.

Bu calismada, veri seti ilk donemlerde c¢arpimsal 6zellikler
gosterirken, sonlara dogru sabit 6zelliklere sahip oldugu i¢in,
uygun modelin belirlenmesi amaciyla Holt-Winters ve
ayristirma yontemlerinde toplamsal ve carpimsal yontemler
birlikte kullanilarak MAPE, Korelasyon ve RKARE degerlerine
gore model secimi gerceklestirilmistir.

2.2 Makine 6grenmesi yontemleri

Makine 6grenimi, bilgisayar biliminin bir alt alanmidir ve bir
yapay zeka yontemidir. Bu ydntemin avantaji, bir modelin, acik
algoritmalarla temsil edilmesi imkansiz olan sorunlari
¢cozebilme yetenegidir [34].

Makine 6grenmesi teknikleri dogal dil isleme, veri madenciligi,
goriintii isleme gibi ¢ok kompleks problemlerin yani sira
tahmin ve siniflandirma problemlerinde kullanilmaktadir [35].
Kullanilan yontemler, matematiksel ve istatistiksel islemler ile
veriler iizerinden c¢ikarimlar yaparak tahminler yapmaktadir.
Literatiirde tahmin c¢alismalarinda rastgele aga¢ ve rastgele
orman yontemleri siklikla tercih edildigi gortilmektedir [36],
[37],[38]. Burada tercihin en belirgin sebebi, bu yontemlerin
basari oranlarinin (R ve RKARE) diger yapay zeka tabanh
tahmin yontemlerine gore daha yiiksek olmasidir.

Bu c¢alismada da yine rastgele aga¢ ve rastgele orman
yontemleri tahmin amacl olarak kullanilmistir.

2.2.1 Rastgele aga¢ yontemi

Rastgele Aga¢ Yontemi, baslangi¢ noktasindan hedef noktasina
giderken, cevresinde rastgele noktalar segerek ve bu noktalara
stirekli ~ dallanmalar gergeklestirerek  rastgele yollar
belirlemektedir. Siireg, baslangictan baslayarak c¢evresinde
belirlenen sinir degerinde rastgele noktalar atayarak ilerler.
Sonrasinda, nokta se¢imlerini en yakin olan diigtimii baslangi¢
noktasi diislinerek yine rastgele yani dnceki diigiimleri dikkate
almadan herhangi bir hesap yapmadan belirlenir. Fakat yeni
noktalardan, 6nceki belirlenen noktalara en yakin olanlar
birbirine baglanmaktadir. Diiglimler birbirlerine baglanma
siirecinde, bir engele ¢arpiyorsa o dallanma iptal edilir. Béylece
islemler bulunan en yakin noktadan, hedef noktasina varana
kadar siirekli tekrarlanmaktadir. Baglantilardan belirlenen
harita icerisinde c¢esitli dallanmalar gerceklestirilerek yollar
meydana getirilmekte ve siire¢ sonlandirilmaktadir [39].

2.2.2 Rastgele orman yontemi

Karar agaclari tip, mithendislik, egitim gibi bir¢ok alanda yaygin
olarak kullanilmaktadir. Agag¢ yapisi halinde karar vermek i¢in
olusturulmus  kurallarin, insanlarin okuyabilecegi ve
kullanabilecegi formatta olmasi insan karar verme sistemine
olan benzerligi ve yontemin kullanim kolaylig1 6zellikle tercih
nedeni olmaktadir [40].

Klasik karar agaglarinin kavramsal olarak olusturulmasi kolay
olsa da yiikksek varyansa Kkarsi gosterdikleri hassasiyet,
siniflandirmada basarisini olumsuz yonde etkilemektedir. Bu
sorunun ¢6ziimi icin rastgele tabanh calisan, her seferinde
egitim setinin farkl bir alt kiimesini secerek karar agacinin

farkli varyantlarin1 iireten Rastgele Orman algoritmasi
olusturulmustur [41].

Rastgele orman algoritmasi, agaci olusturma sirasinda kendi
kendini test edebildiginden, yiiksek boyutlu parametre
uzayinda diger makine 0grenme algoritmalarina gére daha
basarili oldugu kabul edilmektedir [42].

3 Uygulama

Acil servise bagvuru sayisinin tahmin edilmesinde zaman serisi
analizi yontemleri ve makine O0grenmesi yontemlerinin
kullanildig1 ¢alismada, Sekil 1’de verilen uygulama adimlar
takip edilmistir.

«+ Veri setinin analiz edilmesi

+ Modelde kullamlacak performans
dlciitlerinin belirlenmesi

«» Trend ve mevsimsellik dzelliklerinin

1.ADIM
Veri Seti Analizi

incelenmesi
2 ADIM + SARIMA yontemi uygulama
Zaman Serisi Analizi . Holt-\ﬂntersnyonte_ml uygulama
Uygulama « Ayristirma yontemi uygulama
3.ADIM + Rastgele Agac yontemi uygulama

Makine Ofrenmesi + Rastgele Orman yontemi uygulama

Uygulama

+ Zaman serisi analizi ve makine
4.ADIM dgrenmesi yontemlerinin performans
Sonuglarn Analiz Edilmesi dlcimlerine gore kayaslanmas

Sekil 1. Uygulama adimlari.
Figure 1. Application steps.

3.1 Veri seti analizi

Calismada Ankara’da bulunan bir hastanenin 01.03.2021-
31.03.2022 tarihleri arasindaki 396 giinliik, Acil Servis’e
basvuran giinliik hasta sayis1 veri seti kullanilmistir. Veri setine
uygun tahmin modellerinin belirlenebilmesi igin verinin
grafiksel dagilimi incelenmistir. Dagilim sonuglar1 Sekil 2’'de
verilmistir.

Time Series Plot of VERI
1200

il 1|
2, ALY, 1 o \ “'L
S

T

500

Day 1 1 1 1 1 1
Month May Tem Eyl Kas Oca Mar
Year 2021 2022

Sekil 2. Acil servise basvuru sayisi grafigi.

Figure 2. Graph of the number of applications to the emergency
department.

Sekil 2 incelendiginde, bir yillik acil servis basvuru sayisinda
doénemlere gore ani artis ve azalislar seklinde dalgalanmalar
gerceklestigi goriilmektedir.
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Modellerin tahmin basar1 dl¢iimlerinin sayisal ifade edilmesi
icin korelasyon katsayisi (R), diizeltilmis R-KARE ve ortalama
mutlak ylizde hatasi (MAPE) degerleri kullanilmistir. Kullanilan
formiiller Denklem 18, 19 ve 20’ de verilmistir.

Rl 2O =D (-7
VIO -7« (¥ -7)

(18)

1 o .= 2
RZ={;XZ[(Y—Y)*(Y—Y)X(Y—Y]/GYXGY} (19)

100 _ |e]
MAPE = — ¥ 12 (20)
n 74l
A . .
J j. tahminin gercek degeri,
€ * j. verinin gercek degeri ile tahmin edilen degeri

arasindaki mutlak fark degeri.

Literatiirde, R ve RKARE degerlerinin, iyi bir model statiisii i¢in
1’ e yakin olmasi beklenmektedir. MAPE degeri icin ise
%10’dan diisiik olan modeller “¢ok iyi” model statiisiindeyken;
%10- %20 arasinda olan modeller “iyi”, %20- %50 arasinda
olan modeller ise “kabul edilebilir”, ve %50’nin tizerinde olan
modeller ise “yanlis ve hatali” olarak kabul edilmektedir [43].

3.2 Zaman serisi analizi yontemleri uygulama

3.2.1 SARIMA yontemi uygulama

Zaman serisi analizi yontemlerinden Box- Jenkins modellerinin
kullanabilmek i¢in, o6ncelikle uygun modelin belirlenmesi
gerekmektedir. Uygun model belirlendikten sonra, serinin
trend etkisinden ve mevsimsel dalgalanmadan kurtulmasi
gerekmektedir. Mevsimlere gore acil servise basvuru sayisi
dalgalanmalar gosterdigi icin, bu calismada SARIMA yéntemi
tercih edilmistir.

SARIMA yo6ntemi kullanilarak yapilan tahminde, asamalar
asagidaki gibidir:

1. Verilerin duraganhiginin analiz edilmesi,
2. Serilerin duraganlastirilmasi,

3. SARIMA parametre degerlerinin belirlenmesi,
4

Model  performansinin, tahmin
Olciilmesi.

sonuglarinin

Veri setine uygun SARIMA model parametrelerini tespit
etmeden Once veri setinin duragan olup, olmadiginin tespit
edilmesi i¢cin birim kok testinden Augmented Dickley Fuller
ADF ve ACF ve PACF grafiklerinden yararlanilmistir. Birim kék
testi sonuglar1 Tablo 2, ACF ve PACF grafigi Sekil 3 ve
Sekil 4’te verilmistir.

Birim kok testi i¢in sifir hipotezi su sekilde ifade edilmektedir:
Hy: Veri seti birim koke sahiptir.

Sifir hipotezinde belirtilen birim kok, verinin duraganligina
zarar vermektedir ve test sonucunda sifir hipotezini
reddedebilecek  degerlere  (test istatistigi, p-degeri)
ulasilamiyorsa, veri duragan degildir ve entegre edilmelidir
sonucuna varilir. Test sonuglar1 Tablo 2’de verilmistir.

Tablo 2’de verilen birim kok testi sonuglari incelendiginde, ham
verinin t istatistik degerinin -0,7013 ve p degeri 0.4126’ dir. P
degeri 0.05’ den biiyiik olmasi nedeniyle duragan bir veri
yapisina sahip olmadigi gorilmistiir. Bu nedenle verinin
duragan bir hale doniistiiriilmesi gerekmektedir.

Tablo 2. Ham veri birim kok testi sonuglari.

Table 2. Raw data unit root test results.

Ham Veri t- istatistik degeri p-degeri
ADF Test
[statistigi: -0.701312 0.4126
0, i -
Kritik test 10/0 sev?ye 2.570.830
degerleri: 5% seviye -1.941.628
10% seviye -1.616.161

Sekil 3 ve Sekil 4’te verilen ACF ve PACF grafikleri
incelendiginde serinin trende sahip oldugu goriilmiistiir. Trend
etkisinden kurtulmak icin 1. Dereceden (d=1) mevsimsel
olmayan fark alma islemi uygulanmistir. 1 derece farki alinmis
serinin ACF ve PACF grafikleri Sekil 5 ve Sekil 6'da verilmistir.

Autocorrelation Function for VERI
(with 5% significance limits for the autocorrelations)
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Sekil 3. Acil servise bagvuran sayisi i¢in ACF grafigi.

Figure 3. ACF graph for the number of emergency department
admissions.

Partial Autocorrelation Function for VERI
(with 5% significance limits for the partial autocorrelations)
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Sekil 4. Acil servise bagvuran sayisi i¢cin PACF grafigi.

Figure 4. PACF graph for the number of emergency department
admissions.

Sekil 5 ve Sekil 6 incelendiginde, serinin duragan hale geldigi,
ancak dalgalanmalar oldugu yani mevsimsellik etkisinin oldugu
gorillmektedir. Bu nedenle verinin 1 derece (D=1) mevsimsel
farki alinmistir. Mevsimsel fark alma isleminde ACF grafiginden
yararlanilmis ve periyod 14 (m=14) olarak belirlenmistir. Fark
alma sonucunda, verinin ACF ve PACF grafikleri Sekil 7 ve
Sekil 8’de verilmistir.
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Autocorrelation Function for diff(1)
(with 5% significance limits for the autocorrelations)
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Sekil 5. Acil servise bagvuran sayisi i¢cin 1 derece farki alinmis
ACF grafigi.

Figure 5. ACF graph with 1 degree difference for the number of
emergency department admissions.

Partial Autocorrelation Function for diff()
(with 5% significance limits for the partial autocorrelations)
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Sekil 6. Acil servise bagvuran sayisi i¢in 1 derece farki alinmis
PACF grafigi.

Figure 6. PACF graph with 1 degree difference for the number of
emergency department admissions.

Autocorrelation Function for diff(1)_seasonal(14)
(with 5% significance limits for the autocorrelations)
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Sekil 7. Acil servise bagvuran sayisi i¢in 1 derece mevsimsel
farki alinmis ACF grafigi

Figure 7. ACF graph with 1-degree seasonal difference for the
number of emergency department admissions.

Partial Autocorrelation Function for diff(1)_seasonal(14)
(with 5% significance limits for the partial autocorrelations)
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Sekil 8. Acil servise bagvuran sayisi i¢in 1 derece mevsimsel
farki alinmis PACF grafigi.

Figure 8. PACF graph with 1-degree seasonal difference for the
number of emergency department admission.

1 derece trend (d=1) ve mevsimsel farki (D=1) alinmis veri
setinin, ACF (Sekil 7) ve PACF (Sekil 8) grafiklerine gore, trend
ve mevsimsel etkilerden kurtularak duragan bir hale geldigi
gorilmektedir. Verinin duraganliginin sayisal olarak da ispat
edilmesi amaciyla, d=1 ve D=1 farki alinmis veri setine ADF
testi uygulanmistir. Test sonuglar1 Tablo 3’te verilmistir.

Tablo 3. d=1 ve D=1 farki alinmis verinin birim kok testi
sonuglari.

Table 3. Unit root test results of d=1 and D=1 differenced data.

d=1 ve D=1 Veri t- istatistik
degeri

-5.830.713 0.0000

p-degeri

ADF Test

Istatistigi

Kritik test 1% seviye -3.982.393

degerleri 5% seviye -3.421.694
10% seviye -3.133.645

Tablo 3’te verilen birim kok testi sonuglari incelendiginde,
d=1 ve D=1 farki alinmis verinin t istatistik degerinin -5.830 ve
p degeri 0.00’dir. P degeri 0.05’ten kiigiik olmasi nedeniyle
verinin duragan hale geldigi goriilmiistiir.

Duragan hale gelen veri setinin diger parametre degerlerinin
(p, a9 P, Q) Dbelirlenebilmesi i¢cin 6n ¢alsmalar
gerceklestirilmistir. En iyi tahmin modelinin belirlenebilmesi
icin, R, RKARE ve MAPE degerleri incelenmistir. Farkli
SARIMA(p, 1, qQ)(P, 1, Q)12 model parametrelerine gore
degerlendirme 6l¢iitli sonuglari Tablo 4’te verilmistir.

Tablo 4 incelendiginde, SARIMA (2,1,3)*(1,0,0)14, SARIMA
(0,1,1)*(0,1,1) 14, SARIMA (0,1,1)*(1,1,0) 14, SARIMA
(1,1,00%(0,1,1)14 ve SARIMA (1,1,0)*(1,1,0)14 modelinin R,
RKARE ve MAPE degerlerine gore en iyi tahmini yaptifi
gorilmektedir. Modeller arasinda en iyi tahmin modelinin
secilebilmesi i¢in hatalarin normal dagilim olasiik grafigi
(probability plot of residual) incelenmistir. Her bir model i¢in
sirastyla Sekil 9, Sekil 10, Sekil 11, Sekil 12 ve Sekil 13’te normal
dagihim grafikleri verilmistir. Grafikler, tahmin
edilen/uygulanan degerler ile regresyondan gozlemlenen
deneysel degerler arasindaki fark: temsil etmektedir. Hatalarin
normal dagilim grafigi, bir veri setinin yaklasik olarak normal
dagilip dagilmadigini degerlendirmek icin kullanilan grafiksel
bir aragtir [44].
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Tablo 4. SARIMA yontemi en iyi tahmin modelleri ve parametreleri.

Table 4. SARIMA method best estimation models and parameters.

Model Tahmin Edilen Giin Sayisi R RKARE MAPE

SARIMA (2,1,3)*(1,1,0)14 7 %88.51 %78.34 %4.62
SARIMA (2,1,3)*(1,1,0)14 15 %53.26 %28.36 %4.98
SARIMA (2,1,3)*(1,1,0)14 30 %38.92 %15.15 %6.60
SARIMA (0,1,1)*(0,1,1)14 7 %83.93 %70.45 %0.05
SARIMA (0,1,1)*(0,1,1)14 15 %53.84 %28.99 %4.83
SARIMA (0,1,1)*(0,1,1)14 30 %66.86 %44.70 %4.43
SARIMA (0,1,1)*(1,1,0)14 7 %86.31 %74.50 %5.01
SARIMA (0,1,1)*(1,1,0)14 15 %56.07 %31.44 %4.98
SARIMA (0,1,1)*(1,1,0)14 30 %39.71 %15.77 %6.37
SARIMA (1,1,0)*(0,1,1)14 7 %81.55 %66.51 %4.18
SARIMA (1,1,0)*(0,1,1)14 15 %53.57 %28.70 %4.99
SARIMA (1,1,0)*(0,1,1)14 30 %66.60 %44.36 %4.30
SARIMA (1,1,0)*(1,1,0)14 7 %82.92 %68.75 %3.63
SARIMA (1,1,0)*(1,1,0)14 15 %56.39 %31.80 %5.28
SARIMA (1,1,0)%(1,1,0)14 30 %40.04 %16.03 %6.53

Sekil 10 incelendiginde, SARIMA (0,1,1)*(0,1,1)14 modelinde

P“’bab"ity;!:’nt‘;f Readbal hatalarin normal dagilim grafiginin normal dagilima uydugu
asa gorilmektedir. Boylece, ilgili parametre degerlerinin tahmin
- gf.lv 'D'[%z: icin kullanilmas1 miimkindiir.
AD 1447
0 e Probability Plot of Residuals
- ‘;g Normal
® > Lo
o -ZD.O -100 0 00 200 g §§
Residuals 20
Sekil 9. SARIMA (2,1,3)*(1,1,0)14 hatalarin normal dagilim ! o
grafigi. al * o . - —
Figure 9. SARIMA (2,1,3)*(1,1,0)14 normal distribution graph of Residuals
residuals.
Sekil 9 incelendiginde, SARIMA (2,1,3)*(1,1,0)14 modelinde sekil 11. SARIMA (0,1,1)(1,1,0)14 hatalarin normal dagihm
hatalarin normal dagilim grafiginin, normal dagilima uymadig: grafigi.
goriilmektedir. Bu nedenle ilgili parametre degerlerinin tahmin Figure 11. SARIMA (0,1,1)*(1,1,0)14 normal distribution graph of
icin uygun olmadig1 séylenebilir. residuals.
Probability Plot of Residuals Probability Plot of Residuals
Normal Normal
- i n - e “a
R 00 0 0 50 100 50 200 “am0 200
Residuals Residuals
Sekil 10. SARIMA (0,1,1)*(0,1,1)14 hatalarin normal dagilim Sekil 12. SARIMA (1,1,0)*(0,1,1)14 hatalarin normal dagilim
grafigi. grafigi.
Figure 10. SARIMA (0,1,1)*(0,1,1)14 normal distribution graph of Figure 12. SARIMA (1,1,0)*(0,1,1)14 normal distribution graph of
residuals. residuals.
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Sekil 11 incelendiginde, SARIMA (0,1,1)*(1,1,0)14 modelinde
hatalarin normal dagilim grafiginin, normal dagilima uymadig
goriilmektedir. Bu nedenle ilgili parametre degerleri tahmin
icin uygun degildir.

Sekil 12 incelendiginde, SARIMA (1,1,0)*(0,1,1)14 modelinde
hatalarin normal dagilim grafiginin, p<0,005 oldugu icin

normal dagilima uydugu goriilmektedir. Buradaki ilgili
parametre degerleri de tahmin i¢in kullanilabilmektedir.

Probability Plot of Residuals 2
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Sekil 13. SARIMA (1,1,0)*(1,1,0)14 hatalarin normal dagilim
grafigi.
Figure 13. SARIMA (1,1,0)*(1,1,0)14 normal distribution graph of
residuals.

Sekil 13 incelendiginde, SARIMA (1,1,0)*(1,1,0)14 modelinin
hatalarin normal dagilim grafiginin, p<0,005 oldugu i¢in
normal dagilima uymadigindan, so6zkonusu parametre
degerleri tahmin i¢in uygun degildir.

Hatalarin normal dagilim grafikleri incelendiginde;
SARIMA(0,1,1,)((0,1,1) 14 ve SARIMA(1,1,0)(0,1,1)14
modellerinin tahmin yapmak i¢in uygun oldugu gorilmiistiir.
ki model arasinda R, RKARE ve MAPE degerleri
degerlendirildiginde; sirasiyla modellerin R, RKARE ve MAPE
degerleri; (%83.33, %70.45, %0.05), (%81.55, %66.51, %4.18)
seklindedir. SARIMA(0,1,1,)((0,1,1)14 modelinin tahmin
performans1 acgisindan daha basarili sonuglar {rettigi
gozlenmistir.

3.2.2 Holt-Winters yéntemi uygulama

Calismada, veri seti ilk donemlerde c¢arpimsal 6zellikler
gosterirken (Sekil 2), sonlara dogru sabit 6zelliklere sahip
oldugu i¢in, uygun modelin belirlenmesi amaciyla Holt-Winters
yonteminde toplamsal ve c¢arpimsal yontemler birlikte
kullanilarak MAPE, Korelasyon ve RKARE degerlerine gore
modeller arasinda se¢im gergeklestirilmistir.

Toplamsal ve c¢arpimsal modellerde yer alan (a, B, 7)
parametrelerinin optimal degerleri hata terimlerini en
kiiciikleyecek sekilde belirlenmistir. Toplamsal ve g¢arpimsal
modellerde kullanilan parametre degerleri sirasiyla (0.3, 0.1,
0.1) ve (0.7, 0.1, 0.1) seklindedir. Toplamsal ve g¢arpimsal
modele ait tahmin grafikleri sirasiyla Sekil 14 ve Sekil 15'te
verilmistir.

Sekil 14 ve Sekil 15 incelendiginde; toplamsal ve ¢arpimsal
Holt-Winters tahmin yontemlerinin MAPE degerlerinin diisiik
oldugu goériilmektedir. iki model arasinda en iyi tahmin
sonucunu veren modelin belirlenmesi amaciyla; her iki yontem
kullanilarak 7, 15 ve 30 giinliik tahminler yapilmistir. Tahmin

sonuglar1 R, RKARE ve MAPE degerlerine gore analiz edilmis ve
degerlendirme sonuglari Tablo 5'te verilmistir.

Winters' Method Plot for VERI
Additive Method
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Sekil 14. Holt-Winters toplamsal model tahmin grafigi.
Figure 14. Holt-Winters additive model prediction plot.

Winters’ Method Plot for VERT
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Sekil 15. Holt-Winters ¢arpimsal model tahmin grafigi.
Figure 15. Holt-Winters multiplicative model prediction plot.
Tablo 5. Holt-Winters tahmin yontemi en iyi tahmin yéntemi
ve parametreleri.

Table 5. Holt-Winters estimation method best estimation

method and parameters.
Model Tahmin Edilen Giin R RKARE MAPE
Sayisi
7 %82.51 %68.07
Toplamsal 15 %65.66 %43.11 %4.56
30 %49.11 %24.12
7 %86.66 %75.09
Carpimsal 15 %75.60 %57.16  %4.81
30 %51.51 %57.16

Tablo 5 incelendiginde, toplamsal ve carpimsal modelin 7
glinlik tahminde daha basarili oldugu gorilmektedir.
Modellerin 7 giinliikk tahmin sonuglar1 incelendiginde ise,
carpimsal modelin R ve RKARE degerleri, toplamsal modele
gore daha yliksek ¢ikmistir. Toplamsal modelin ise MAPE
degeri daha dusiiktiir. Uygun modelin segilebilmesi igin,
yontemlerin  hatalarinin  normal  dagilim  grafikleri
incelenmistir. Normal dagilim grafikleri Sekil 16 ve Sekil 17°de
verilmistir.
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Sekil 16. Holt -Winters toplamsal modeli normal dagilim

grafigi.
Figure 16. Holt-Winters additive model normal distribution plot.
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Sekil 17. Holt -Winters ¢arpimsal modeli normal dagilim
grafigi.
Figure 17. Holt-Winters multiple model normal distribution plot.

Sekil 16 ve Sekil 17’deki normal dagilim grafikleri
incelendiginde, toplamsal ve c¢arpimsal Holt-Winters
yontemlerinin p degeri 0.05’ten biiylik oldugu i¢in normal
dagilima uymaktadir. Ancak, ¢arpimsal modelin p degerinin
daha ytiksek olmasi ve R ve RKARE degerlerinin toplamsal
modele gore daha biiyliik olmasi nedeniyle Holt-Winters
yontemlerinden carpimsal model daha basarili bir tahmin
modeli olarak tercih edilmistir.

3.2.3 Ayristirma yéontemi uygulama

Calismada, veri seti ilk donemlerde c¢arpimsal 6zellikler
gosterirken (Sekil 2), sonlara dogru sabit 6zelliklere sahip
oldugu i¢in, uygun modelin belirlenmesi amaciyla Holt-Winters
yonteminde kullanildigi gibi, toplamsal ve ¢arpimsal ydntemler
birlikte kullanilarak MAPE, Korelasyon ve RKARE degerlerine
gore modeller arasinda se¢im yapilmistir.

Ayristirma modelinde yer alan toplamsal ve ¢arpimsal modele
ait tahmin grafikleri sirasiyla Sekil 18 ve Sekil 19’da verilmistir.

Sekil 18 ve Sekil 19 incelendiginde her iki modelin de MAPE
degerlerinin yiiksek oldugu goriilmektedir. iki model arasinda
hangisinin daha iyi tahmin sonucu verdiginin belirlenmesi
amaciyla; 7, 15 ve 30 giinliikk tahminler yapilmistir. Tahmin
sonuclar1 R, RKARE ve MAPE degerlerine gore analiz edilmis ve
degerlendirme sonuglar1 Tablo 6’da verilmistir.

Time Series Decomposition Plot for Additive Method
Additive Model

Sekil 18. Ayristirma toplamsal modeli tahmin grafigi.

Figure 18. Decomposition additive model prediction plot.
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Sekil 19. Ayristirma carpimsal modeli tahmin grafigi.
Figure 19. Decomposition multiplicative model prediction plot.

Tablo 6. Ayristirma tahmin yontemi en iyi tahmin yontemi ve

parametreleri.
Table 6. Decomposition estimation method best estimation
method and parameters.
Tahmin
Model Edilen Giin R RKARE MAPE
Sayisi
7 %382.13 %67.46
Toplamsal 15 %57.04 %32.53 %10.00
30 %66.49 %44.21
7 %382.84 %68.62
Carpimsal 15 %58.37 %34.07 %10.00
30 %67.67 %45.80

Tablo 6’dan goriilecegi ilizere, her iki model de 7 giinliik
tahminde daha basarili sonuglar tiretmistir. Ancak ¢arpimsal
modelin, toplamsal modele gore R ve RKARE degerleri daha
yiiksektir. Modellerin MAPE degerleri yiiksek sonuglar tirettigi
icin uygun modelin secilebilmesi amaciyla, yontemlerin
hatalarinin normal dagilim grafikleri incelenmistir. Normal
dagilim grafikleri Sekil 20 ve Sekil 21’ de verilmistir.
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Sekil 20. Ayristirma toplamsal modeli normal dagilim grafigi.

Figure 20. Decomposition additive model normal distribution
plot.
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Sekil 21. Ayristirma toplamsal modeli normal dagilim grafigi.

Figure 21. Decomposition additive model normal distribution
plot.

Sekil 20 ve Sekil 21'deki normal dagihm grafikleri
incelendiginde, toplamsal ve g¢arpimsal ayristirma
yontemlerinin  hatalarinin  normal dagiima uymadigl
gorilmektedir. Clinkii her iki modelde de p deger 0.05’ten
oldukga kiigiiktiir. Bu nedenle ¢calismada ayristirma yontemleri
tercih edilmemistir.

3.3 Makine Ogrenmesi Yontemleri Uygulama

Onceki béliimlerde sunulan degerlendirmeler 1518inda, acil
servise giinliik basvuru sayisinin makine 6grenmesi yontemleri
ile tahmin edilmesinde rastgele orman ve rastgele agac
yontemlerinin kullanilmasina karar verilmistir. Her bir
yontemle 7, 15 ve 30 giinliik tahminler yapilmis; tahmin
sonuglarinin analiz edilmesi i¢in, R, RKARE ve MAPE degerleri
incelenmistir. Analiz sonuglar1 Tablo 7’de verilmistir.

Tablo 7. Makine 6grenmesi yontemleri tahmin sonuglari.

Table 7. Machine learning methods prediction results.

Tahmin
Edilen
Gln

Yontemler Sayisi R RKARE MAPE
Rastgele 7 %70.42 %49.59 %7.1
Orman 15 %°56.82 %32.2 %4.74
30 %70.18 %49.26 %4.71
Rastgele 7 %56.98  %32.47 %7.83
Agac 15 %38.76 %15.02 %5.06
30 %15.60 %?2.43 %5.37

Tablo 7 incelendiginde, rastgele orman ydntemi, rastgele agac
yontemine gore R, RKARE ve MAPE degerlerine gore daha
basarili oldugu goériilmektedir.

Yapilan analizler ile, zaman serisi analizi ve makine 6grenmesi
yontemlerinden basarili model olarak secilen ydntemlere
yonelik performans dlg¢iitii sonuglar1 Sekil 22’de verilmistir.

Modellere Gore Performans Olgiitleri
Degerlendirme

Sekil 22. SARIMA ve Lineer Regresyon performans ol¢iitii
sonuglari.

Figure 22. SARIMA and Linear Regression performance criteria
results.

Sekil 22’de verilen, SARIMA (0,1,1) *(0,1,1)14 modeli, Holt-
Winters c¢arpimsal ve rastgele orman yodntemleri
karsilastirildiginda, yedi gilinlik tahmin sonucunda biitiin
modeller, MAPE degerleri %10’un altinda oldugu i¢in, ¢ok iyi
model statiisiindedir. Ancak SARIMA (0,1,1) *(0,1,1)14
yonteminin MAPE degeri, yaklasik olarak 0’a (Tablo 4) esittir.
Bu durum yoéntemin tahmin performansi acisindan oldukca
basarili oldugunu géstermektedir.

Yontemler, R ve RKARE degerleri acisindan
degerlendirildiginde ise; ¢arpimsal Holt-Winters yonteminin
diger yontemlere goére bire daha yakin sonuglar irettigi
gorilmektedir. Ancak, model tahmin sonuglarinda MAPE
degerinin sifira yakin ¢ikmasi ve model hata performansinin
oldukga diisiik olmasi1 nedeniyle SARIMA y6ntemi en basaril
yontem olarak tercih edilmistir.

4 Sonuglar ve tartisma

Acil service yapilan basvuru sayisinin, zaman serisi analiz ve
makine 6grenmesi yontemleri ile tahmin edilmesi, hastane
kaynak planlamasinin etkili bir sekilde gerceklestirilmesi
acisindan dnem tasimaktadir. Sunulan bu ¢alisma kapsaminda,
zaman serisi analizi yontemlerinden SARIMA, Holt-Winters ve
ayristirma; makine 6grenmesi yontemlerinden rastgele agag ve
rastgele orman yontemleri kullanilarak acil servise yapilacak
giinlik basvuru sayisi tahmin edilmistir. Tahmin sonuglari
model degerlendirme kriterlerine gére incelenmis ve SARIMA
yonteminin s6z konusu diger yontemlere gore daha ytiksek bir
basari orani elde ettigi gorilmiistiir.

Acil servise basvuru sayisinin tahmin edilmesine yo6nelik
literatiir aragtirmasi yapildiginda bu ¢alismanin, tahmin edilen
glin sayisindaki degiskenlik, salgin donemi veri setiyle
calisilmas1 ve zaman serisi analizi yontemlerinden SARIMA,
Holt-Winters ve ayristirma yontemlerini birlikte kullanarak
kapsaml bir analiz gerceklestirmesi nedeniyle, konuyla ilgili
siirll sayida ¢alisma arasinda yer aldigi goriilmektedir. Bu
durum, acil servise yapilan bagvuru sayisinin tahmin
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edilmesinde farkli yontemlerin kullanilmasi ve gercege yakin
degerler elde edilmesi agisindan kritik 6nem tasimaktadir.
Uygulama sonuglarina gére zaman serisi analiz yontemlerinin
tahminde etkili bir ara¢ olacagi disiintilmektedir. Aym
zamanda yapilan literatiir arastirmasina goére bu ¢alisma;
COVID-19 salgin dénemi acil servise giinliik bagvuru sayisi veri
setini kullanmasi itibariyle de az sayidaki ¢alisma arasinda yer
alarak literatiire katki saglamaktadir. Ciinkii salgin donemi veri
seti, yapisi itibariyle tahmin edilmesi zor bir veri setidir ve bu
etki, tahmin performansini olumsuz ydnde etkilemektedir.
Buna ragmen, SARIMA yontemi ile sirasiyla korelasyon, RKARE
ve MAPE degerleri olarak %83.93, %70.45 ve %0.005 degerine
ulasilmistir. R ve RKARE degerlerinin bire yakin degerlere
ulasmast ve MAPE degerinin yaklasik sifir olmasi model
performansinin basarisini agik¢a géstermektedir.

ilerleyen ¢alismalarda, acil servise bagvuru sayisinin tahmin
edilmesinde birden fazla yilin verisini iceren veri setleri ile
calisilarak SARIMA yonteminin performans degerlerinde artis
saglanabilecegi ongoriilmektedir. Bununla birlikte, derin
ogrenme gibi farkli ¢6ziim ydntemlerini kullanarak analiz
ciktilarinin verimliliginin artirilmasi miimkindiir. Ayrica, uzun
vadeli tahminler yapilarak hastanelerin, periyodik kapasite
planlamalarina katki saglanabilecegi gibi, bagvuru yapacak
hastalarin hastalik tipinin de goze alindigi tahmin modellerinin
gelistirilmesi de kapsamli bir kapasite planlamasi
saglayacaktir.

Yine gelecekte yapilacak c¢alismalarda, Holt-Winters
yonteminde yer alan parametre degerlerinin optimum sekilde
belirlenmesi i¢in farkli algoritmalar (genetik algoritma vb.)
kullanilmast da miimkiindir. Béylelikle model tahmin
performans o6l¢lim degerlerinde 1iyilesmeler olabilecegi
ongoriilmektedir. Bunlara ek olarak, calismada kullanilan
makine o6grenmesi yontemleri zaman serisi analizi
yontemlerine gore diisiik basari gostermistir. Ancak makine
O0grenmesi yontemlerinin biliylik veri setleri iizerindeki
performanslari ytliksektir. Bu nedenle bir yillik veri seti yerine
daha biiylk veri setleri kullanildiginda, makine 6grenmesi
yontemlerinin performans Olgiitlerinin, zaman serisi analizi
yontemlerine gore yeniden degerlendirilmesi, yeni bir ¢alisma
konusu olacaktir.

5 Conclusion and discussion

Estimating the number of applications made to the emergency
service using time series analysis and machine learning
methods is important for effective hospital resource planning.
Within the scope of this study, the number of daily admissions
to the emergency department was estimated using SARIMA,
Holt-Winters and decomposition methods from time series
analysis methods, random tree, and random forest methods
from machine learning methods. The prediction results have
been examined according to the model evaluation criteria and
it has been seen that the SARIMA method achieved a higher
success rate compared to the other methods in question.

A literature search has been conducted to estimate the number
of admissions to the emergency department. According to the
results of the research, it is seen that this study is among a
limited number of studies on the subject due to the variability
in the estimated number of days, working with the epidemic
period data set, and performing a comprehensive analysis by
using the time series analysis methods SARIMA, Holt-Winters,
and decomposition methods. This situation is of critical
importance in terms of using different methods to estimate the
number of applications to the emergency department and

obtaining values close to reality. According to the results of the
application, it is thought that time series analysis methods will
be an effective tool in forecasting. According to the literature
survey conducted, this study is among the few studies that use
the data set of the number of daily admissions to the emergency
department during the COVID-19 pandemic period. Because
the epidemic period data set is a dataset that is difficult to
predict due to its structure. This effect negatively affects the
forecast performance. Despite this, the correlation, RCARE and
MAPE values are 83.93%, 70.45% and 0.005%, respectively, by
the SARIMA method. The fact that the R and RKARE values
reach values close to one and the MAPE value is approximately
zero clearly shows the success of the model performance.

In future studies, it is expected that an increase in the
performance values of the SARIMA method can be achieved by
working with data sets containing data from more than one
year in estimating the number of applications to the emergency
department. However, it is possible to increase the efficiency of
analysis outputs by using different solution methods such as
deep learning. In addition, by making long-term forecasts,
hospitals can contribute to periodic capacity planning, as well
as the development of forecasting models that consider the type
of disease of patients who will apply, will also provide
comprehensive capacity planning.

Again, in future studies, different algorithms (genetic
algorithm, etc.) will be used to optimally determine the
parameter values contained in the Holt-Winters method.) Thus,
it is expected that there may be improvements in model
prediction performance measurement values. In addition to
these, the machine learning methods used in the study showed
low success compared to the time series analysis methods.
However, the performance of machine learning methods on
large data sets is high. For this reason, when larger data sets are
used instead of a one-year data set, re-evaluation of the
performance criteria of machine learning methods according to
time series analysis methods will be a new study.
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